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Abstrakt

V této diplomové práci se budu věnovat problematice real-time predikce v energetice. Důvodem
realizace této práce je absence této tematiky v širším povědomí a minimální využití v energetice.
Práce je rozdělena na teoretickou a praktickou část.
V teoretické části pojednávám o problematice tématu neuronových sítě a částí potřebných a vyu-
žitých v praktické části. V teoretické části jsou tedy zmíněny pojmy jako neuronová síť zpětného
šíření, Fotovoltaika, pojem čtvrhodinové maximum a způsob jeho regulace a kondenzační baterie.
Praktická část je pak zaměřena přímo na ukázku predikce a návrh jejího využití pro regulaci.
Celou práci a její výsledky jsou pak shrnuty v závěru který je dále rozdělen na 3 části, kde první
se zabývá čistě predikcí spotřeby objektu a možnostmi optimalizace. Druhá problematikou pre-
dikce fotovoltaiocké elektrárny. Třetí část je zaměřena na regulaci na základě predikce a jejím
zhodnocení.

Klíčová slova

Neuronové Sítě, Predikce, Energetické systémy, Regulace, Řízení, Fotovoltaika, Kogenerační jed-
notky, energetické bateriové systémy, Čtvrthodinové maximum.
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Abstract

In this master’s thesis, I will focus on the issue of real-time prediction in the field of energy. The
reason for undertaking this work is the lack of awareness and minimal utilization of this topic in
the energy sector. The thesis is divided into a theoretical and practical part.
In the theoretical part, I discuss the issues related to neural networks and the components
necessary and utilized in the practical part. Specifically, I address concepts such as backpropa-
gation neural network, photovoltaics, the concept of quarter-hourly maximum, its regulation,
and condensing batteries. The practical part is then focused on demonstrating the prediction
and proposing its utilization.

The entire work and its results are summarized in the conclusion, which is further divided into
three parts. The first part deals solely with the prediction of object consumption and optimization
possibilities. The second part addresses the prediction of a photovoltaic power plant. The third
part focuses on regulation based on prediction and its evaluation.

Keywords

Neural Networks, Prediction, Energy Systems, Regulation, Control, Photovoltaics, Cogeneration
Unit, Battery systems, Four Hour Maximum.
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Úvod

Hlavním d·vodem, pro£ jsem si zvolil toto téma je fakt, ºe neuronové sít¥ jsou zajímavým tren-

dem. Poslední dobou není snad nikdo, kdo by v poslední dob¥ alespo¬ nesly²el o "chatGPT",

který je na nich zaloºený. Ale jak fungují? to byla hned první otázka, kterou jsem si poloºil a

touto prací se snaºím na ní odpov¥d¥t a zárove¬ ukázat cestu pro dal²í práce, které se pokusí

spojit problematiku energetiky a neuronových sítí. V práci se tedy pokou²ím o real-time predikci

energetického systém·.

Práci jsem rozd¥lil na 3 £ásti, kde první je teoretický úvod k práci. Druhý je praktická £ást,

kde se snaºím £tená°i ukázat moºnosti predikce spot°eby objektu a výroby FV. Dále se v této

£ásti v¥nuji problematice rozhodovaní neuronových sítí a problému navazování sítí. V t°etí £ásti

jen velice krátce zmapuji aktuální vyuºití neuronových sítí v energetice.

Celou práci uzav°e záv¥r, který shrnuje v²echny problematiky uvaºované v této práci a pojednává

o moºných d·vodech chybovosti predikcí, moºných zp·sobech zp°esn¥ní atd. Pevn¥ doufám, ºe

po p°e£tení této práce budete mít alespo¬ základní p°edstavu o problematice neuronových sítí a

uznáte tuto tématiku za zajímavou a uºite£nou s jistým potenciálem pro energetiku.

1
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1 Teoretický úvod k praktické £ásti

V této kapitole bych rád p°edstavil témata, která povaºuji za nutná £i uºite£ná pro porozu-

m¥ní praktické £ásti a pro pochopení n¥kterých moºností °e²ení p°i jejich realizaci. P°eváºn¥

se tak bude jednat o vý¬atky z dost komplexních témat, která ne vºdy pln¥ vysv¥tlují celou

problematiku.

1.1 Neuronové sít¥

Pojem neuronová sí´ je jedním z nástroj· pro analýzu dat v r·zných oblastech a vznikla p°i

snaze o napodobení neurofyziologie lidského mozku. Neuronové Sít¥ (NN) vyuºívají analytické

techniky modelované v závislosti na procesech u£ení v kognitivním systému a neurologických

funkcích mozku. Umí tedy predikovat nová pozorování na základ¥ vyuºití p°edchozího u£ení této

sít¥. Fungují dob°e hlavn¥ pro nelineární funkce, kde nemáme znalost matematických funkcí po-

pisujících fyzikální a matematické vztahy mezi vstupy a výstupy daného systému. (7)

Jedná se o zajímavou metodu predikce, kterou jsme s dobrými daty a tedy dobrým nau£ením

sít¥, schopni dosáhnout vysoké p°esnosti i bez znalosti jakékoliv fyzikální £i matematické rovnice.

Problém pak m·ºe být, pokud v systému dojde k takovému stavu, který nebyl sou£ástí u£ení a

byl tedy nep°edvídatelný. (7)

1.1.1 Obecný model um¥lého neuronu

Jedná se o základní p°edstavu um¥lého neuronu, ze které vychází r·zné sloºit¥j²í druhy neu-

ronových model· a pro jeho jednoduchost je vyuºito n¥kolik zjednodu²ení. Neuron samotný je

základem modelu jako prvek zpracovávající vstupy modelu, které jsou p°ivád¥jí synaptické p°í-

pojnice. V²echny vstupní hodnoty mají ur£itou váhu, která násobí vstupní informaci. Model má

pak pouze jeden výstup a jedná se pouze o jednosm¥rný tok dat. P°ivedená data jsou integrována

do neuronu, který stanovuje primární (p°enosová) funkce. (8)

0 = f (
X

(wi ; x i )) (1)

V této funkci je pak w vektor vah a x je vektor vstup·. Schéma obecného modelu je vid¥t na

obrázku 1. Neuronová sí´ je tedy sí´ primitivních funkcí, které p°esn¥ transformují vstupy na

p°esn¥ de�novaný výstup.

2
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Obrázek 1: Obecný model neuronu p°evzato z (8)

1.1.2 U£ení neuronových sítí

U£ení neuronových sítí je proces, p°i kterém je cílem nastavit sí´ tak, aby dávala co nejp°esn¥j²í

výsledky na základ¥ zku²eností uloºených v jejich matematickém ekvivalentu. Tento proces je

jeden ze základních pojm· nutných pro celkové pochopení funkce t¥chto sítí. P°i zahájení práce

s neuronovou sítí jsou neurony "hloupé"a tedy jejich predikce by nebyla k ni£emu. Proto je po-

t°eba je takzvan¥ natrénovat. To se provádí tak, ºe do neuronové sít¥ po²leme p°im¥°ené mnoºství

vstupních dat a k ním i data výstupní. Standardn¥ se poskytují nam¥°ená data jak predikovaná

tak vstupní.

Toto u£ení m·ºeme p°irovnat k aproximaci neznámé spojité funkce h(x) o více prom¥nných jinou

funkcí H(w,x), kde, jak jiº víme, w je vektor vah a x je vektorem stup·. U£ení je pak nalezení

takového váhového vektoru, který by poskytoval nejlep²í moºnou aproximaci neznáme funkce.

Kvalita samotného nau£ení je funkce vzdálenosti mezi ob¥ma rovnicemi, viz. rovnice 5. (7,8)

p(H (w; x); h(x)) (2)

U£ení NN je moºné dv¥ma moºnými zp·soby. Prvním z nich je vyuºití tzv. u£itele, coº je v

podstat¥ zavedení zp¥tné vazby, která zná odchylku od skute£né hodnoty. Ur£uje tedy chybu

sít¥. Tato chyba slouºí ke korekci sí´ových parametr·, z £ehoº by m¥lo plynout zmen²ování této

odchylky v dal²ích krocích. Druhý zp·sob nazvaný u£ení bez u£itele se li²í v tom, ºe poºadovaný

výsledek není známý. Chybové informace nem·ºeme vyuºít pro vylep²ení výsledk· sít¥. V této

metod¥ se pozorují odpov¥di na výstupy a sí´ si je shromaº¤uje na základ¥ jejich podobnosti.

(7,8)
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1.1.3 Metoda zp¥tného ²í°ení

Metoda zp¥tného ²í°ení je zp·sob ²í°ení chyb adapta£ního algoritmu. Vyuºívá se aº v 80 procen-

tech v²ech aplikací neuronových sítí. Je rozd¥lena do t°í fází a to na dop°edné ²í°ení vstupního

signálu trénovaného vzoru, zp¥tné ²í°ení chyby a aktualizace váhových hodnot spojení. V pr·-

b¥hu dop°edného ²í°ení je vysílaný signál (vstupní data xi) a p°enesen ke v²em neuron·m vnit°ní

vrstvy. Ty pak spo£ítají svou aktivaci nebo-li výstup (y), £ímº získáme odezvu neuronové sít¥

na vstupní data. D·leºitý proces je pak stanovení synaptických vah (w). Ten souvisí s opa£ným

²í°ením informace od vrstev vy²²ích k niº²ím p°i jiº je porovnána aktivace s de�novanou výstupní

hodnotou nebo-li u£ebním vzorem. Tím je de�nována chyba neuronové sít¥. (7)

Jednou z d·leºitých vlastností je zobecn¥ní (generalizace), díky které jsme schopni odvodit vý-

sledek i u t¥ch situací (dat), které nebyli sou£ástí u£ení. To zp·sobuje nastavení jednotlivých

vah(w). Pro tento ú£el se stanovuje po£et skrytých vrstev, který odpovídá sloºitosti sít¥. ƒím

sloºit¥j²í problém, tím se obecn¥ doporu£uje v¥t²í po£et t¥chto vrstev. (7)

Dal²í pojem je pak tzv. over�tting (p°eu£ení sít¥). To je problém, protoºe se sí´ ²patn¥ generalizuje

a to tím, ºe jsou moc zobecn¥né tréninková data v£etn¥ nep°esností a chyb. Minimalizace se pak

°e²í ideální velikostí sít¥ a následné omezení chyb se pak °e²í gradientní metodou, u niº je nutná

diferencovatelnost chybové funkce E(w). Snaºíme se proto získat takovou kon�guraci, pro kterou

je chybová funkce minimální. (7)

Obrázek 2: Gradientní metoda. p°evzato z (7)

Jak je patrné z obrázku 4 snahou je dosaºení co nejniº²í chybové funkce a tím i chyby. Postupuje

se tak, ºe se za£ne s náhodnou kon�gurací w(0) a tím získáme te£ný vektor grad(w0) a posuneme

se o epsilon £ímº získáme w(1) (7)
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1.1.4 Levenberg-Marquardt·v algoritmus (LV)

Jedná se o roz²í°enou a vylep²enou metodu oproti standardní metod¥ zp¥tného ²í°ení. Jedná se

o neuronovou sí´ vhodnou k vyuºití nelineárního cvi£ení algoritm·, kde se vyuºívá jak gradientní

metody, tak kvazi-Newtonova metody kombinovan¥. Tato kombinace zajistí vysokou lokální rych-

lost konvergence a udrºí se lep²í celkový výkon. Kvazi-Newtonova metoda slouºí k vyhledávání

nul, maxim a minim funkcí. (7)

Hlavní my²lenkou u toho algoritmu je, ºe kaºdá iterace, podél jednoho negativního sm¥ru gra-

dientu není del²í neº je nutné. To umoº¬uje vyhledávat chyby ve sm¥ru zhor²ování. Pomocí

kombinace metod nejstrm¥j²ího klesání a Gauss-Newotonovi metody dochází k efektivní kon-

vergenci, jelikoº se tím zlep²uje rychlost konvergence a zobecn¥ní dat. Hlavním rozdílem mezi

Levenberg-Marquardt·v algoritmus a klasickou metodou zp¥tného ²í°ení je rychlost konvergence

dat a men²í oscilace b¥hem trénování sít¥, coº z ní d¥lá metodu velice zajímavou.

1.1.5 Problematika odbugovaní

Jedním z dal²ích zajímavých témat ohledn¥ neuronových sítí je tzv. odbugování neboli odstra-

n¥ní chyb. Hlavníproces pro odstran¥ní chyb je závislý na typu vyuºití neuronové sít¥. Nap°íklad,

pokud se jedná o predikci trhu, m·ºe jít o �nan£ní ztráty. U predikce energetického systému se

bude jednat o chybu ohroºující stabilitu sít¥. Nejedná se o nic nového, kaºdý software (SW) tímto

problémovým procesem musí projít. Na rozdíl od SW nejde u neuronových sítí odstranit bugy

p°ímo, protoºe se nejedná o snadno upravitelnou £ást kódu. (10,11,12)

Obecn¥ lze bugy modelu rozd¥lit na strukturální chyby a bugy v u£ení. Chyby strukturální jsou

zp·sobeny suboptimálními strukturami modelu, jako je po£et vrstev a propojení neuron·. Bo-

huºel se obecn¥ tyto chyby odstra¬ují jen velice t¥ºko. Naopak chyby ve výcviku, které budou

popsány v dal²í £ásti, vznikají v d·sledku problém· ve výcvikovém procesu. (10,11,12)

Problémem chyb ve výcviku neboli b¥hem u£ení NN je, ºe strojové u£ení p°edpokládá vstupní

data k u£ení a data reálného sv¥ta sledují stejnou nebo hodn¥ podobnou "problematiku". To je

ov²em problém p°eváºn¥ proto, ºe zisk t¥chto dat je v praxi nereálný, jsou tedy nap°íklad p°í-

li² speci�cké nebo nemají dostate£nou rozli²ovací schopnost. Hlavním principem dosaºení niº²í

chybovosti je poskytnutí dostate£ného mnoºství tréninkových dat, která jsou co nejpodobn¥j²ích

reálným stav·m. To v²ak neplatí vºdy, coº bude vysv¥tleno v dal²ích podkapitolách. (10,11,12)

1.1.6 Princip odbugování

Jak jiº bylo zmín¥no v p°edchozí £ásti, jediným zp·sobem, jak opravit chyby model· NN, je

poskytnout více výcvikových dat. Pro p°ekonání problému nedostatku reprezentativních dat na-
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vrhli výzkumníci mnoho technik augmentace nebo generování dat, které generují nové výcvikové

vzorky podobná poskytnutým vstupním vzork·m. (10,11,12,13)

První metodu, kterou m·ºeme pouºít, je augmentace. Jedná se o jednoduchou metodu vyuºíva-

jící p°eváºn¥ p°idání tzv. ²umových dat. Je to pom¥rn¥ jednoduchý princip. Hlavní nevýhodou

je, ºe se musí najít vhodná mnoºina transformace, která daný bod p°íli² nezm¥ní. Popsaná sku-

te£nost je vid¥t na obrázku 3. (10,13)

Obrázek 3: Ukázka augmentace dat. p°evzato z (13)

Druhou metodou je tedy generace dat. Nej£ast¥ji se vyuºívají GAN modely, které dosahují dob-

rých výsledk· hlavn¥ u vizuálních problém· nap°íklad pro rozpoznávání obrázk·. Princip GAN

je zaloºen na dvou neuronových sítích pracujících spole£n¥. První jako generátor, který se snaºí

vygenerovat nejoptimáln¥j²í data tak, aby je druhá sí´ jako diskriminátor nerozeznal od dat p·-

vodních viz obr. 4. Více do hloubky je pak tento princip popsán v (13). Mnoho zdroj· popisuje,

ºe je tato metoda pom¥rn¥ efektivní. Nap°íklad v (10) je popsán rozdíl u rozpoznávání £ísel, kde

byl problém u rozpoznání £ísla 5. Zde NN vykazovala jen 74 procentní úsp¥²nost. P°i vyuºití

generování dal²ích dat pomocí GAN do²lo sice k del²ím dobám výpo£tu, ale p°esnost dosahuje

aº k 94 procent·m. (10,11,12,13)

1.1.7 Problematika over�ttingu

Over�tting neboli p°eu£ení je pojem popisující problém s p°esností modelu NN p°i u£ení. Hlavní

p°í£inou je, ºe neuronovou sí´ u£íme na sérii dat, abychom predikovali jinou obvykle následující

6



Vyuºití real-time prediktivních simulací pro energetický management Michael Bárta, 2023

Obrázek 4: Ukázka GAN. p°evzato z (13)

sérii dat. Pokud se p°itom snaºíme najít nejv¥t²í p°izp·sobení trénovacím dat·m, hrozí riziko,

ºe se p°izp·sobíme ²umu v datech a NN si zapamatuje r·zné anomálie. Tento jev se nazývá

over�tting. (7,17,18)

Velice zjednodu²en¥ se dá jev popsat tak, ºe pokud bude sí´ obsahovat p°íli² velký po£et skrytých

neuron·, tato sí´ nej£ast¥ji nebude mít problém navést a reprezentovat závislosti v trénovacích

datech, ale její schopnost generalizace, tedy schopnost vystihnout správný výsledek na nových

datech, bude pravd¥podobn¥ hor²í. (17,19)

Z t¥chto d·vod· není cílovou funkcí funkce minimalizace chyby na testovacích datech. Pro °e-

²ení tohoto problému byly p°edstaveny r·zné penaliza£ní £leny, jako jsou metody regularizace,

metody minimální délky popisu, generalizovaná k°íºová validace a dal²í. V¥t²ina t¥chto £len·

se snaºí predikovat p°esnost modelu NN na neviditelných datech s ohledem na výkon na tréno-

vacích datech. P°i za£len¥ní t¥chto korek£ních £len· do funkce m·ºeme vyuºít optimaliza£ního

algoritmu pro optimalizaci. Problémem je v²ak sloºitost výpo£tu. Dal²í moºností je vyuºití jed-

noduchých algoritm· sestupu po gradientu a tzv. hladových algoritm· zahrnujících optimaliza£ní

£leny. Tento postup je suboptimální p°i hledání nejmen²í rozhodovacího stromu, který vyhovuje

dat·m. Velice zajímavé je, ºe p°i °e²ení neuronových sítí je optimální nebýt optimální. (17,18)

1.1.8 Binární rozhodování NN

Uvaºování neuronové funkce, jejíº výstupy jsou binární tedy 1 nebo 0, je vhodné pro rozho-

dovací funkce. Hlavním faktorem je to, ºe kaºdý neuron má vlastní booleovský obvod, který

funkci reprezentuje. Vloºený booleovský obvod nemusí být zpracovatelný, av²ak NN tento obvod

p°ekompiluje do zpracovatelného obvodu tím, ºe na obvod uplatní dal²í postupy d¥je v oblasti

znalostní kompilace, dokud obvod nebude zpracovatelný. Poté dochází k ov¥°ení a vysv¥tlení

rozhodnutí vlastnostmi obvodu. (21, 22)

1.2 Akumulace elektrické energie v bateriích

V této podkapitole se budu zabývat r·znými typy baterií, které jsou vyuºívané pro energetické

systémy. Zárove¬ se je zde pokusím porovnat mezi sebou a tím de�novat, pro jaké ú£ely by

m¥ly být jednotlivé typy pouºity. Jako první de�nujeme základní pojmy, které jsou d·leºité pro

pochopení a porovnání baterií. Druhy £lánk· jsou rozd¥leny na primární a sekundární. Primární

£lánky jsou ty, které nelze op¥tovn¥ dobíjet. Sekundární pak vyuºívají takové technologie, u
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kterých je op¥tovné dobíjení moºné.

1.2.1 Základní pojmy

V této £ásti se pokusím vysv¥tlit d·leºité základní pojmy, které budou nadále uplatn¥ny v popisu

jednotlivých typ· baterií a jejich rozdílech.

1. ƒlánek baterie

- Nejmen²í £ást baterie - £lánek, který se dále spojuje do v¥t²í jednotky - baterie pomocí

sério-paralelního zapojení. (4)

2. Hloubka vybití

- Tento pojem ur£uje mnoºství vybité energie vzhledem k celkové kapacit¥ baterie. ƒasto

se udává v procentech. (4)

3. Po£et cykl·

- Jedná se o po£et cykl· (vybíjení a nabíjení) na speci�kovanou hloubku vybití, neº zm¥°ená

kapacita klesne na 80 procent nominální kapacity baterie. (4)

4. Nominální kapacita

- Mnoºství energie, kterou baterie uchovává v pln¥ nabitém stavu. (4)

5. Stav nabití

- Ur£uje mnoºství nabité energie v·£i maximálnímu mnoºství energie baterie. (4)

6. Energetická hustota

- Nominální energie na jednotku objemu baterie. (4)

7. Samovybíjení

- Samovybíjení je vlastnost v²ech baterií, jedná se p°edev²ím o velikost parazitního odporu,

který výrazn¥ zvy²uje práv¥ samovybíjení. (4,6)

8. šivotnost £lánk·

- šivotnost akumulátor· je de�nována p°edev²ím po£tem cykl·, velikostí p°ebíjení, teplo-

tamou prost°edí a provozními teplotami. Jedním ze sledovaných parametr· je pak nap¥tí

baterie, které m·ºe výrazn¥ nazna£ovat výrazné stárnutí baterie. (6)

9. Neºádoucí stavy

- Neºádoucí stavy jsou stavy, které mají negativní vliv na kapacitu a ºivotnost £lánku.

Prvním z nich je p°ebíjení tedy stav, kdy se snaºíme do £lánku vnutit více energie neº

je jeho nominální hodnota. Druhým je pak podbíjení tedy vybíjení pod mez minimálního

nabití. Poslední jev se nazývá nadproudové zatíºení nastává v moment¥ kdy zat¥ºujeme

£lánek nadm¥rným proudem, který následn¥ zp·sobuje zna£ný oh°ev. Zah°ívání m·ºe vést

ke sníºení ºivotnosti, ale také k moºnému fyzickému po²kození baterie. (6)
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1.2.2 Olov¥né akumulátory

Tyto akumulátory vyuºívájí jako elektrolyt vodu z°ed¥nou kyselinou sírovou. Ob¥ elektrody

jsou pak tvo°eny r·znými strukturami olova. Olov¥né baterie jsou historicky nejpouºívan¥j²í ve

fotovoltaických systémech p°eváºn¥ díky relativn¥ nízkému samovybíjení. To v²ak neplatí p°i

výrazném zvý²ení teploty. Nevýhodou t¥chto akumulátor· je omezený po£et cykl·, p°edev²ím

pak p°i vy²²í hloubce vybití. Proto se dnes olov¥né akumulátory vyuºívají p°eváºn¥ jako záloºní

zdroj, který se udrºuje v nabitém stavu. Dal²í moºností vyuºití je v automobilech. (4, 5)

1.2.3 Nikl - kadmiové baterie (Ni-Cd)

Elektrolytem pro tyto baterie je hydroxid draselný. Kladná elektroda je tvo°ena hydroxidem

nikelnatým a záporná pak kadmiem. Jedná se o baterie s pom¥rn¥ velkou ºivotností(tedy po£tem

cykl·), zárove¬ pak nejsou náro£né na údrºbu. Dal²í výhodou je sná²enlivost vysokých nabíjecích

proud· a tedy sníºení doby nabíjení. Rovn¥º tento typ akumulátoru snese velké teplotní rozdíly

aº v rozemezí -20 do 45°C. Nevýhodou je hlavn¥ cena, jedovatost kadmia a memory e�ect, který

p°i opakování vybití na ur£itou hloubku vybití trvale sníºí nap¥tí baterie. Z d·vodu memory

e�ectu se v¥t²inou Ni-Cd baterie pouºívají jen k úplnému vybíjení a nabíjení. Tento typ baterií

se dá skladovat vybitý bez v¥t²ího vlivu na ºivotnost.(4, 5)

Zajímavou alternativou jsou Ni-MH akumulátory, které mají v¥t²í kapacitu na niº²í prostorovou

náro£nost tedy energetickou hustotu a neobsahují kadmium, které je jedovaté. Av²ak nejsou

vhodné pro vysoké nabíjecí a vybíjecí proudy. Jejich vyuºití je v telefonech nebo akumula£ním

ná°adí. (4, 5)

1.2.4 Lithium-iontové baterie (Li-Ion)

Lithium-iontové baterie mají kladnou katodu tvo°enou kovovými oxidy lithia a zápornou uhlíkem.

P°i vybíjení a nabíjení se mezi katodou a anodou pohybují ionty. Nap¥tí £lánku je 3,6V. Hlavní

výhodou je pom¥rn¥ vysoký po£et cykl·, které dosahují i 500 a více cykl·. Dal²í výhodou je

vysoká energie na kilogram, kde lithium-iontové baterie dosahují okolo 150 Wh/kg. Samovybíjení

t¥chto baterií je pak taktéº na nízké úrovni okolo 2 aº 3 procent. Zárove¬ se dají provozovat

od -20 do 60°C, coº je dost velký tepelný rozsah. Mezi nevýhody pak nesporn¥ pat°í vysoká

po°izovací cena a tepelná nestabilita kovových oxid· lithia p°i p°ebíjení a podbíjení. Jedná se o

aktuáln¥ nejpouºívan¥j²í typ baterii s vyuºitím r·zných druh· kovových oxid· lithia v kombinaci

s jinými materiály jako nap°íklad lithium- ºelezo fosfátové baterie atd. Vyuºívají se v p°enosných

za°ízeních jako jsou telefony a elektrické ru£ní ná°adí, ale také v energetice a´ uº v domácí

kombinaci s fotovaltaickými panely, nebo pro podporu stability sít¥. (4, 5, 6)
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Obrázek 5: Proud¥ní iont· (Li+) p°i jednotlivých stavech baterie. p°evzato z (6)

1.3 Kogenera£ní jednotka (KGJ)

Význam slova kogenerace je sou£asná výroba tepla a elekt°iny v¥t²inou v °ádu do 1000 kW

fungující na principu spalovacího motoru. Základní výhodou KGJ je pak vy²²í ú£innost, která se

dokonce v n¥kterých p°ípadech blíºí aº ú£innosti samotného paliva. Hlavní nevýhodou je vstupní

investice a samotná sloºitost za°ízení. (2)

1.3.1 Druhy kogenera£ních jednotek a jejich vyuºití

V této podkapitole se budu v¥novat jednotlivým typ·m kogenera£ních jednotek. Rozeberu zde

jen ty nejzajímav¥j²í typy.

1. KGJ s parní turbínou

- Vyuºívají se pro velké teplárenské výkony a mezi její základní rozdílové £ásti pat°í parní

kotel a parní turbíny. Z toho plyne, ºe mediem pro vytáp¥ní je vodní pára, nebo musíme

do obvodu p°idat vým¥ník pro p°edání energie mezi párou a výh°evnou vodou.

2. KGJ s parním strojem

- U KGJ s parním strojem vykonává parní stroj funkci p°em¥ny tepelné energie na mecha-

nickou. Obecn¥ se jedná spí²e o speciální realizaci, která za b¥ºných okolností není moc

vhodná.

3. KGJ s organickým Rankinovým cyklem - ORC

- Tomuto typu se budu dále v¥novat v podkapitole 3.3.2, kde ji rozeberu více dopodrobna.

4. KGJ s plynovou turbínou

-Podobn¥ jako p°edchozí bod si i plynová turbína zaslouºí v¥t²í rozvedení viz. podkapitola

3.3.3.
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